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摘  要：针对现有库岸滑坡位移预测研究未充分考虑降雨-库水位滞后衰减效应及跨尺度模型适应性不足的问题，提出

一种基于滞后衰减效应的主控因子筛选策略，并结合灰狼优化算法（grey wolf optimization, GWO）、双向时序卷积网络

（bidirectional temporal convolutional network, BITCN）、双向门控循环单元（bidirectional gated recurrent unit, BIGRU）和

注意力机制（Attention）的组合模型进行库岸滑坡位移动态预测。该方法首先采用自适应白噪声完全集合经验模态分解

技术，将滑坡累积位移分解为趋势项和周期项，并利用二次指数平滑法对趋势项位移进行预测。然后，引入前期降雨指

数等关键因子，融合多种特征筛选算法提取库岸滑坡主控因子。最后，利用 GWO-BITCN-BIGRU-Attention 模型预测

滑坡周期项位移。实验选取中国三峡库区不同时间尺度的新铺滑坡和白水河滑坡进行模型验证，消融实验和对比实验

结果表明，相比于现有模型，所提出的顾及滞后衰减效应的主控因子筛选策略及混合模型具有更高的预测精度，在不同

时间尺度库岸滑坡位移预测研究中具有较好的适用性。
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Abstract： Objectives: The dynamic coupling of rainfall and reservoir water level triggers step-like defor‐
mation and creep-mutation transitions in Three Gorges Reservoir landslides. Existing prediction methods 
can 􀆳 t adequately capture the lagged attenuation prediction method for reservoir bank landslides. Methods: 
To address these issues, we propose a novel dynamic displacement prediction method for reservoir bank 
land-slides. The proposed method integrates a new lagged-attenuation-based dominant factor screening 
strategy with a combined model utilizing grey wolf optimizer (GWO), bidirectional temporal convolutional 
network (BITCN), bidirectional gated recurrent unit (BIGRU), and attention mechanism. The model aims 
to simultaneously capture time-series features and high-dimensional dynamic spatial features. Using the 
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Xinpu and Baishuihe landslides in the Three Gorges Reservoir area as case studies at different temporal 
scales, we first decompose cumulative landslide displacement into trend and periodic components, using 
complete ensemble empirical mode decomposition with adaptive noise. Trend displacement is predicted by 
the double exponential smoothing method. Subsequently, we conduct an in-depth analysis of the dynamic 
response of landslide deformation to rainfall and reservoir level variations, explicitly considering their 
lagged attenuation effects on displacement evolution. Building on this, we employ a comprehensive ap‐
proach combining recursive feature elimination with cross validation-extreme gradient boosting, classifica‐
tion and regression tree, and the maximal information coefficient to screen for the dominant factors control‐
ling displacement evolution, identifying the antecedent precipitation index as the core factor. Finally, the 
GWO-BITCN-BIGRU-Attention model is applied to predict the periodic displacement component. Re⁃
sults: Case studies on the Xinpu and Baishuihe landslides demonstrate that the proposed method outper‐
forms existing approaches. It achieves higher correlation coefficients and lower root mean square error. Con⁃
clusions: Model evaluations and ablation experiments confirm that the method effectively characterizes the 
time-varying nature of lagged attenuation effects. It also captures long-term evolutionary dynamics across 
different time scales. This leads to a substantial improvement in displacement prediction accuracy.
Key words： displacement prediction； antecedent precipitation index； lagged attenuation； feature selection 
strategy； deep learning； reservoir landslide

中国三峡库区因复杂的地质条件与周期性

降雨-库水位波动等外部触发因素耦合作用，已成

为中国滑坡集中多发区，严重威胁居民点和长江

黄金水道航运安全［1］。自 2003 年蓄水以来，三峡

库区已累积发生滑坡超过 2 000 处［2］，如 2003 年

千将坪滑坡、2014 年杉树槽滑坡、2019 年卡门子

湾滑坡等突发失稳事件，对人民群众的生命财产

造成重大损失［3］。尽管国家已投入大量资源对三

峡库区进行滑坡防灾减灾研究，并取得了一定成

效，但形势依然严峻。因此，为减少周期性降雨

和库水位变化诱发滑坡造成的损失，亟需开展库

岸滑坡灾害预警研究，而滑坡位移的高精度预测

是判断滑坡稳定性和滑坡预警的重要指标［4］。

目前，国内外学者在库岸滑坡位移预测领域

已开展了广泛研究并取得显著进展，现有方法主

要可归纳为物理模型和数据驱动模型两大类。

物理模型由于水文地质参数难以准确获取、边界

条件复杂等诸多缺陷，难以满足实际应用需求［5］。

相比之下，数据驱动模型因低成本、高精度等优

势，逐渐成为主流方法［6］，其中，静态模型如极限

学习机［7-10］、支持向量回归（support vector regres‐
sion， SVR）［11-14］、反向传播神经网络（back propa‐
gation neural network， BPNN）［15-18］ 和 随 机 森

林［19-20］等已被广泛采用。尽管此类模型在滑坡缓

慢变化阶段的位移预测上表现良好，却难以捕捉

阶跃型位移演化的动态特征［21］，预测结果往往存

在偏差。为克服静态模型的局限，现有研究利用

长 短 期 记 忆 网 络（long short term memory， 

LSTM）［22］和门控循环单元（gated recurrent unit， 
GRU）［23］等动态模型开展滑坡位移预测研究，并

基于最大信息系数（maximal information coeffi‐
cient， MIC）［24］、皮尔逊相关系数［25］和灰色关联分

析（grey relation analysis， GRA）［26］等过滤式方法

来筛选重要影响因子，以便模型更好地融合滑坡

位移曲线的动态特征并学习内在变化规律［27］。

此外，研究表明，库岸滑坡的位移受降雨和库水

位周期性变动的共同影响。降雨入渗通过增加

土体容重并改变滑坡内部岩土结构来影响滑坡

稳定性，而库水位波动则通过调整滑坡体内部的

渗透压和应力场动态平衡来诱发其加速滑动，二

者的叠加或交替作用会导致复杂的滞后衰减效

应，致使滑坡位移呈现阶跃式增长［28］。滞后衰减

效应是制约模型预测精度的重要因素［29-31］，尽管

已有研究尝试采用集对分析［32］、小波分析［33］等方

法获取降雨和库水位滞后时间，以开展滑坡位移

预测研究，但其预测效果仍难以满足实际应用

要求。

综上所述，尽管现有研究在库岸滑坡位移预

测模型及降雨 -库水位滞后衰减效应上取得了显

著进展，但仍存在以下问题有待解决：（1）现有研

究多基于单一时间尺度（月尺度或日尺度）开展

滑坡位移预测，模型在特定尺度下表现优异，但

在尺度转换时性能显著下降。因此，针对不同时

间尺度下滑坡位移预测模型的研究尚显不足。

（2）当前研究多基于经验或单一方法来确定影响

因子，不仅忽略了各因子之间的自相关性，也未
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能有效表征降雨及库水位的滞后衰减效应随时

间变化的动态影响模式。

因此，本文结合灰狼优化算法（grey wolf op‐
timization， GWO）、双向时序卷积网络（bidirec‐
tional temporal convolutional network， BITCN）、

双向 GRU（bidirectional GRU， BIGRU）和注意力

机制（Attention），提出一种融合滞后衰减效应与

主控因子筛选策略的库岸滑坡位移动态预测模

型。以三峡库区不同时间尺度的新铺滑坡和白

水河滑坡为例，首先，利用自适应白噪声完全集

合 经 验 模 态 分 解（complete ensemble empirical 
mode decomposition with adaptive noise， CEEM ‐
DAN）算法，将滑坡累积位移重构为趋势项和周

期项，采用二次指数平滑算法预测趋势项位移。

然后，分析研究区滑坡变形的动态响应规律，顾

及降雨和库水位对滑坡位移演化的滞后衰减效

应，引入前期降雨指数（antecedent precipitation 
index， API）等关键因子，获得周期性位移演化的

主控因素，并以此为基础融合递归消除与交叉验

证（recursive feature elimination with cross valida‐
tion， RFECV）-极端梯度提升（extreme gradient 
boosting， XGBoost）、分 类 回 归 树（classification 
and regression tree， CART）和 MIC 算法，量化影

响周期性位移演化的因子。最后，考虑到单一网

络在提取滑坡数据的高维和时序特征方面的局

限性，采用 GWO-BITCN-BIGRU-Attention 模型

预测周期项位移，叠加获得滑坡累积位移的预测

值。模型评估和消融实验验证了本文所构建模

型在不同时间尺度下库岸滑坡位移预测研究中

的有效性。

1　顾及滞后衰减效应的库岸滑坡位

移预测方法

1.1　滑坡位移时序分析

库岸滑坡位移的动态演化是自身地质条件

等内部孕灾因子与降雨和库水位变化等外部诱

发因子长期耦合作用的结果［34］，致使位移时序曲

线呈现出阶跃型特征。其中，滑坡固有的地质特

性决定了其位移随时间呈现长期稳定增长的趋

势，而外部环境扰动则驱动位移产生周期性阶跃

增长。为更准确地理解和预测滑坡位移的演化

过程，本文采用 CEEMDAN 算法［35-36］，将滑坡位

移分解为趋势项和周期项，计算公式为：

S ( t )= φ ( t )+ η ( t ) （1）

式中，t 为时间步长；S ( t )为累积位移；φ ( )t 为趋

势项位移；η ( t )为周期项位移。

1.2　API计算

降雨是触发滑坡等地质灾害的主要气象因

素之一［37］，周期性降雨及极端降雨事件是诱发或

加速滑坡体运动的重要驱动因子。降雨对滑坡

的影响机制复杂，主要表现为明显的时滞性与累

积效应。其中，时滞性源于降雨入渗至土体内部

需经历一定时间。同时，由于地面排泄、植被吸

收与蒸发等多因素耦合作用，历史累积降雨对滑

坡的影响会随时间推移而逐渐衰减［38］。为量化

此效应，文献［39］提出了前期累积降雨模型，用

于表征降雨后土壤水分的动态消耗过程。随后，

文献［40］提出了 API的计算公式：

IAPI t
= kIAPI t - Δt

+ PΔt （2）
式中，IAPI t

为 t 时刻的 API；k 为降雨影响衰减系

数；PΔt 为 t - Δt 至 t 时刻的降雨量。在早期的预

报模型研究中，衰减系数常被假设为恒定值，忽

略了蒸散过程受温度、风速和湿度等因素变化的

影响。为此，相关学者进一步优化式（2）的衰减

系数 k［41］，使 k 能够根据温度和风速的变化进行动

态调整，计算公式为：

k = k0 - δ1 (T - T ave)- δ2(F - F ave) （3）
式中，k0 为不考虑其他因素时的衰减系数；δ1 为温

度灵敏参数；T 为日平均温度；T ave 为年平均温度；

δ2 为风力灵敏参数；F 为日平均风速；F ave 为年平

均风速。该方法通过考虑风速和温度变化对衰

减系数的动态影响，增强了模型对降雨后土壤水

分动态消耗过程的刻画能力。

1.3　多维特征参量集构建

库岸滑坡的周期项位移演化主要受季节性

降雨和周期性库水位波动的共同影响［42］。然而，

滑坡演化过程的强非线性和多源数据关联性［43］，

制约了现有模型的泛化能力。因此，本文以降雨

和库水位为核心诱发因素，系统梳理了不同时间

尺度下的滑坡位移预测特征因子，构建了融合多

维时序特征与动态衰减效应的特征参量集，具体

如表 1 所示。该参量集通过整合降雨和库水位的

多维度影响机制，包括即时效应、滞后传递（如 n
日/月滞后项）及累积效应（如前 n 日/月累积降

雨），旨在全面刻画诱发因子驱动滑坡位移的时

空演变规律，提升预测模型对复杂库岸滑坡演化

过程时空特征的表征能力。

1.4　主控因子筛选策略

滑坡位移的准确预测需综合考虑多种因素，
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单一特征筛选方法往往难以有效识别关键影响因

素［44］。因此，本文提出一种多策略协同的主控因

子筛选框架：首先，融合包裹式方法 RFECV-XG‐
Boost 与嵌入式方法 CART 进行关键特征初选，

通过等权融合，综合两者的特征重要性排序结果；

然后，利用过滤式方法 MIC 分析该特征集合内部

的相关性，剔除高度冗余特征。该方法在降低数

据维度的同时，确保保留信息量高的关键特征，从

而有效提升模型的预测能力和泛化能力。

1.4.1　RFECV‐XGBoost
RFECV 是一种结合特征重要性评估与模型

验证的包裹式特征选择方法，核心流程是：首先，

基于 RFECV 模型评估特征重要性，并逐步移除

最不重要的特征，直到达到预设特征数量或完成

所有特征评估；然后，通过交叉验证来评估不同

特征子集，计算各子集的平均得分，最终确定最

佳特征组合。XGBoost 作为一种高效的集成学

习算法，通过构建和组合多个决策树来提升模型

性 能 ，内 置 的 特 征 重 要 性 评 分 机 制 能 够 辅 助

RFECV 识别对模型影响较小但仍具预测价值的

特 征 。 将 两 者 结 合 使 用 能 够 发 挥 协 同 优 势 ：

RFECV 为 XGBoost 提供高质量特征评估基础，

使其在处理高维数据时能够聚焦关键变量，筛选

最 优 特 征 ，同 时 增 强 模 型 的 泛 化 能 力 和 可 解

释性［45］。

1.4.2　CART
CART 算法是一种经典的嵌入式特征筛选

算法，能够有效处理特征与目标变量之间的线性

和非线性关系。该算法通过递归来构建二叉决

策树，利用平方误差最小化准则选择特征。本文

中的目标变量为周期项位移（回归任务），故采用

回归树形式，基本步骤如下：

1）选择最优切分变量 j 和切分点 s。对于当

前节点的训练数据集，遍历每个特征 j 及其所有

可能的取值 s，将样本划分为两个子区域：

ì
í
î

ïïïï

ïïïï

R 1 ={ }x | xj ≤ s

R 2 ={ }x | xj > s
（4）

式中，xj 为样本 x 在第 j 个特征的取值。c1 和 c2 分

别为 R 1 和 R 2 内所有样本真实输出值 yi（即周期项

位移）的均值，计算公式为：

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

c1 = 1
|N 1 | ∑

xj ∈ R 1

yi

c2 = 1
|N 2| ∑

xj ∈ R 2

yi

（5）

式中，N 1 和 N 2 分别表示 R 1 和 R 2 内的样本总数。

据此，可定义该切分方式下的总平方误差为：

E ( j,s)= ∑
xj ∈ R 1

( yi - c1) 2
+ ∑

xj ∈ R 2

( yi - c2) 2
（6）

遍历所有特征 j与切分点 s，选取使 E ( j，s)达
到最小值的组合 ( j，s)，作为当前节点的最优切分

条件。

2）递归划分。根据上述选定的最优组合，首

先将父节点划分为左、右两个子节点，并分别以 c1

和 c2 作为该节点的输出值。随后，在每个子节点

上递归执行步骤 1）。当任一节点满足预设停止

条件，如达到最大树深度、样本数低于阈值或平

方误差小于容许值时，该节点即停止分裂，成为

终端节点，即叶子节点。所有分支均停止分裂

后，整棵回归树的构建即完成。

3）特 征 重 要 性 评 估 。 每 次 特 征 分 裂 时 ，

CART 均选择能够最大程度降低平方误差的特

征和切分点。树构建完成后，通过计算每个特征

对平均平方误差的总减少量并进行归一化，即可

得到各特征的重要性评分。

1.4.3　MIC
MIC 是一种基于互信息的变量相关分析方

法［46］，通过计算变量的最大互信息值来衡量其线

性或非线性相关性。该方法在处理复杂非线性

关系时表现优异，能有效保留强相关变量的信

息，并准确捕捉弱相关变量间的复杂关联。相比

于 GRA 等其他相关性评价方法，MIC 具有更强

的普适性和等价性，能够适应更多样的数据模式

和关系类型［47］，从而在处理复杂数据集时可以提

供更精确的变量相关性度量，揭示潜在的关联模

式。因此，本文采用 MIC 算法对 RFECV-XG‐
Boost 与 CART 等权融合筛选出的关键特征进行

内部冗余分析，通过识别并剔除高度自相关的冗

余特征，实现特征子集的二次优化。

表 1　库岸位移预测的常用因子

Table 1　Common Factors for Bank 
Displacement Prediction 

诱发因子

降雨

库水位

逐月位移预测的

常用因子

当月降雨量

滞后 n 月降雨量

前 n 月累积降雨

前 n 月平均降雨

当月库水位

滞后 n 月平均库水位

近 n 月库水位变化

逐日位移预测的

常用因子

当日降雨量

滞后 n 日降雨量

前 n 日累积降雨

前 n 日平均降雨

当日库水位

滞后 n 日平均库水位

近 n 日库水位变化

1426



第  51 卷第  7 期 凌 晴等：基于滞后衰减效应与主控因子筛选策略的库岸滑坡位移预测模型

1.5　GWO‐BITCN‐BIGRU‐Attention模型

1.5.1　GWO
GWO 是文献［48］基于灰狼群体的社会等级

和狩猎行为提出的一种元启发式智能算法，具有

原理简单、参数依赖性低和全局搜索能力强等优

点，适用于解决复杂优化问题。本文将其应用于

模型超参数寻优：将模型的初始超参数映射为狼

群个体的初始位置，每个灰狼个体代表一组超参

数组合。在优化过程中，算法通过更新灰狼个体

位置（候选解）以最小化适应度函数。灰狼个体

与猎物（最优解）之间的相对位置反映了该解在

当前解空间中的适应度水平，即社会等级越高的

灰狼，所代表的解适应度越好，而猎物的位置则

对应全局最优解。本文利用 GWO 对构建模型及

对比模型的超参数进行自适应寻优，以提升模型

性能。GWO 的基本原理如图 1 所示。

1.5.2　BITCN
时 间 卷 积 网 络（temporal convolutional net‐

work， TCN）通过融合卷积神经网络（convolu‐
tional neural network， CNN）的局部特征提取能

力和递归神经网络的时序建模优势，构建了基于

因果卷积、扩张卷积和残差连接的核心架构。传

统 TCN 模型在时序数据处理中，仅采用单向因

果卷积进行前向特征提取，未能充分挖掘时序序

列中潜在的反向依赖关系。针对此局限性，本文

引入 BITCN 模块，通过并行部署前向与反向时

序卷积操作，同步提取位移序列的未来演变趋势

与历史演化规律，进而实现滑坡位移双向时序特

征的深度融合。

因果卷积决定了网络输出序列中的每个时刻

都与当前输入时刻存在依赖关系。为了有效提取

长序列的特征，BITCN 采用扩张卷积，在保持特

征映射维数的同时，以更少的层数实现了更广的

感受野。因此，当处理一维数据 [ x 1 x2 … xn ]时，

隐藏层在 t时刻输出值的计算公式为：

y ( t )= ∑
i = 0

S - 1

f ( i) xt - di （7）

式中，y（t）为隐藏层在 t 时刻的输出值；f ( i)为卷

积核的第 i 个权重，即卷积核元素；S 为卷积核大

小；d 为扩张因子，决定两个相邻卷积核之间插入

的零向量的个数；xt - di 为输入序列在时刻 t - di

处的取值。

扩张卷积的卷积核元素和感受野的指数增

长有助于更好地捕捉长序列中的信息，但可能引

发梯度消失和收敛缓慢等问题。因此，BITCN 采

用残差连接来缓解梯度消失，增强模型的稳定性

与收敛性。同时，融入随机失活和批量归一化的

方法来抑制过拟合，并加速训练过程。

1.5.3　BIGRU
BIGRU 是循环神经网络的变体，其结构原理

如图 2 所示。针对传统 LSTM 与 GRU 在时序建

模中仅能沿时间正向传播信息，难以充分利用未

来上下文特征而限制预测精度的问题，BIGRU 通

过引入双向时序处理机制加以改进。该模型由

一个前向 GRU 层与一个反向 GRU 层并联组成，

图 1　GWO 的基本原理

Fig.  1　Basic Principle of GWO
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能够在时间维度上同时沿正反两个方向提取序

列特征，并基于前向、后向隐状态的融合结果输

出综合预测。在 t 时刻的前向隐藏状态 ht 与反向

隐藏状态 ht 的计算公式如下：

ht = GRU ( x t,ht - 1) （8）

ht = GRU ( x t,ht + 1) （9）

ht = htW f + htW b + bt （10）
式中，GRU (  )表示 GRU 的前向传播计算过程；x t

为 t时刻的输入特征向量；ht - 1 和 ht + 1 分别为前一

时刻的前向隐藏状态和后一时刻的反向隐藏状

态；ht 为时刻 t 经双向融合后输出的综合隐藏状

态，用于后续模型的预测；W f 和 W b 分别表示前

向和后向隐藏层的输出权重；bt为 t时刻隐藏层状

态的偏置。

1.5.4　Attention
尽管 BIGRU 在一定程度上能够处理长时依

赖建模问题，但仍存在计算效率不高、局部细节

信息丢失等不足。为克服 BIGRU 在处理长序列

时局部特征易被弱化的不足，本文引入了 Atten‐
tion。该机制模拟了人脑对信息的选择性关注过

程，能够通过动态分配特征权重来强化关键信息

的表达，避免其随序列长度的增加而衰减，从而

显著提升模型在滑坡位移预测中对复杂非线性

关系的捕捉能力。

本文引入的 Attention 包括两个关键步骤：

（1）权重计算。基于输入特征与隐藏状态的关联

性生成注意力分数，归一化后得到权重系数。

（2）特征加权。对 BITCN 和 BIGRU 提取的时空

特征进行加权融合，以突出与滑坡周期位移相关

的主控因子贡献。

1.5.5　GWO‐BITCN‐BIGRU‐Attention 模型架构

为实现周期项位移中关键信息的有效提取

与预测精度的提升，构建了如图 3 所示的 GWO-

BITCN-BIGRU-Attention 混合深度神经网络模

型。该模型的数据处理遵循时空特征提取→双

向时序建模→动态特征聚焦的递进机制。模型

的输入由经主控因子筛选后得到的 m 维特征时

间序列构成，其中，每个特征提供 t 个时刻的时间

序列数据。记输入矩阵为 x∈ R t × m，其列向量

[ x 1 x 2 … xm ]
T
分别表示 m 个输入因子（如降雨、

库水位、API 等）的完整时序序列（每个序列长度

为 t），而行向量 [ x 1 x 2 … x t ]则分别表示 t 个历史

时刻的 m 维特征向量。所有特征在时间维度上

共同构成一个大小为 t×m 的多维矩阵，作为模型

的输入层。

模型的整体流程如下：首先，采用 BITCN 模

块，通过膨胀因果卷积，在保留时序相位信息的

前提下捕获多尺度时空关联特征，并将其输出直

接传递至 BIGRU 模块。其中，正向支路沿原始

时序解析特征规律，反向支路通过序列翻转逆向

建模时序依赖关系，双路输出在特征维度进行拼

接以形成双向融合特征。然后，引入注意力层对

提取的时空特征进行动态权重分配，以增强关键

时间节点对模型输出的贡献。最后，利用全局平

均池化压缩时序维度，得到 m 维的池化特征向量

[h1 h2 … hm ]，其 m 个元素分别对应 m 个输入因

子，量化了各因子对周期项位移的综合贡献程

度，并借助全连接层将筛选后的重要特征输出映

射到一维空间，输出最终的周期项位移预测结

果。同时，为优化模型性能，利用 GWO 对模型的

学习率、神经元数量、正则化参数和滤波器数量

进行超参数优化，确保各模块间的维度匹配与信

息传递效率，从而提升模型性能。

1.6　模型精度评价指标

本文采用决定系数 R²、平均绝对误差（mean 
absolute error， MAE）、均 方 根 误 差（root mean 
square error， RMSE）、平 均 绝 对 百 分 比 误 差

（mean absolute percentage error， MAPE）进行精

度评定，计算公式分别为：

R2 = 1 -
∑
t = 1

N

( )yt - ŷ t

2

∑
t = 1

N

( )yt - ȳ
2

（11）

IRMSE = 1
N ∑

t = 1

N

( )yt - ŷ t

2
（12）

图 2　BIGRU 结构原理

Fig.  2　Principle of the BIGRU Structure
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IMAE = 1
N ∑

t = 1

N

( yt - ŷ t) 2
（13）

IMAPE = 1
N ∑

t = 1

N |

|

|
||
||

|

|
||
| yt - ŷ t

yt
（14）

式中，N 为预测时长；yt 为位移实测值；ŷ t 为位移

预测值；ȳ 为预测时长内所有时刻实际位移的平

均值。

1.7　滑坡位移预测模型框架

滑坡位移预测流程如图 4 所示，可概括为以

下步骤：

1）数据预处理与特征转换。采用 CEEM ‐
DAN 对滑坡累积位移进行分解，提取周期项和趋

势项。基于降雨 -库水位耦合作用下周期项的位

移动态响应规律，对原始数据进行特征变换与构

建，形成多维特征参量集，包括降雨因子（如前 n
日/月平均降雨、滞后 n 日/月降雨和当日/月降

雨）、库水位因子（如前 n 日/月平均库水位、滞后 n
日/月库水位和当日/月库水位）以及 API 因子等

关键特征。为提高模型的训练效率和预测精度，

在预处理阶段基于拉依达准则对所有数据剔除

异常数据，采用三次多项式拟合法补充缺失数

据，并对所有特征进行归一化处理［41］，以消除量

纲影响。

2）特 征 筛 选 及 主 控 因 子 确 定 。 利 用

RFECV-XGBoost 和 CART 算法筛选出关键因

子，采用 MIC 剔除冗余特征，最终确定包含滞后

效应、累积效应的主控因子组合。

3）位移预测模型构建。针对滑坡位移的特

性，采用分项预测策略，即通过二次指数平滑模

型预测趋势项位移，周期项位移则利用本文所构

建的模型进行预测。

4）模型评估。将趋势项和周期项的预测值

叠加，实现累积位移预测，并通过模型评估和消

融实验来验证本文所提方法的先进性。

2　工程案例

2.1　工程地质概况及监测数据

2.1.1　新铺滑坡

新铺滑坡位于三峡库区奉节县长江南岸，距

离三峡大坝 182 km，属顺层 -切层特大型滑坡群，

滑坡总体斜长约 2 km，相对高差为 634.4 m，坡度

为 15°~20°，地貌复杂且多级台地地貌显著。地

层主要由三叠系上统须家河组、第四系的人工堆

积物组成，滑坡堆积物广泛分布于地表。滑坡区

域地形陡缓交接，滑坡前缘形成陡坎和陡坡，后

缘坡度超过 35°，向前缘方向逐渐变缓至 24°，沿移

民公路形成的陡坎高度为 5~10 m，坡度超过

60°，下坡度仍在 30°以上。此外，滑坡体还发育了

深度为 2~11.5 m 的冲沟，与滑坡主体的斜坡倾

图 3　GWO‐BITCN‐BIGRU‐Attention 模型结构

Fig.  3　Structure of GWO‐BITCN‐BIGRU‐Attention Model
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向一致［49-50］。为揭示新铺滑坡的形变规律，本文

采用长安大学在该区域布设的全球导航卫星系

统（global navigation satellite system， GNSS）地表

位移监测点和雨量计进行实时数据采集，二者的

监测频率均为日，精度均为 0.1 mm，风速、温度和

库水位等水文气象数据则来源于奉节气象站的

同期日尺度监测数据［41］。本文选取距离较远且

数 据 最 完 备 的 两 个 监 测 点 X-05 和 X-10，以 其

2019-12-16—2022-04-08 845 组日尺度形变数据

及同期降雨和库水位等数据作为研究对象，从而

减少监测点间的相互干扰。

图 5 为 X-05 和 X-10 累积位移与降雨量及库

水位的关系。可以看出，新铺滑坡累积位移曲线

呈现明显阶梯状。每年随着库水位的变化和雨

季的来临，滑坡出现位移阶跃现象；其他时间段，

伴随降雨量减少和库水位下降，滑坡累积位移曲

线趋于平缓。这表明降雨和库水位变动是滑坡

位移演化的主要触发因子，且其对库岸滑坡位移

的影响具有滞后性和衰减性。基于此，本文依据

表 1 对原始数据进行特征转换，并依据文献［38］
的研究，将滞后天数 n 的取值区间设定为［0，60］，

以 5 d 为步长构建逐步递增的候选因子，以确保

能够有效提取主控因子集。

2.1.2　白水河滑坡

白水河滑坡位于三峡库区秭归县，距三峡大

坝约 56 km，滑坡后缘海拔为 400 m，而前缘仍淹

没在长江水位以下。该滑坡一般坡度约为 30°，南
北长 600 m，东西跨 700 m，平均厚度约 30 m，主

要地层岩性为砂岩和泥岩。滑坡体共布设了 11
个 GNSS 位移监测点和雨量计等相关设备，相关

月尺度数据来源于国家冰川冻土沙漠科学数据

中心（http：//www.ncdc.ac.cn），同期风速、温度等

数据来源于国家气象科学数据中心（https：//da‐
ta.cma.cn/）。为验证本文所提方法在月尺度数据

中的适用性与优越性，同时兼顾数据的完整性及

与新铺滑坡时间跨度的一致性，选取监测点 ZG-

118 的 2009-01—2012-12 跨度为 4 a 的逐月数据

进行验证。该数据位于三峡库区白水河滑坡，其

位移监测数据如图 6 所示。与新铺滑坡类似，白

水河滑坡位移演化呈现阶梯状特征及明显的滞

后衰减效应，主要受周期性降雨与库水位的联合

作 用 ，其 中 降 雨 与 库 水 位 的 滞 后 效 应 最 长 达

图 4　滑坡位移预测流程

Fig.  4　Landslide Displacement Prediction Process
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3 个月［51］。为此，本文参考表 1 构建候选因子集，

将滞后天数 n 的取值区间设定为［0，3］，并以 1 个

月为步长递增，生成涵盖不同滞后时间尺度的候

选特征。

2.2　特征筛选

为准确提取影响库岸滑坡位移变化的主控

因子，依据表 1 构建多维特征参量集，并在此基础

上分别利用 RFECV-XGBoost 和 CART 算法，量

化 8 类因子对周期项的重要性，从而筛选出关键

因子。综合两种方法的筛选结果，利用 MIC 去除

冗余特征，最终得到滑坡主控因子，结果如表 2
所示。

图 6　三峡库区白水河滑坡位移监测数据

Fig.  6　Displacement Monitoring Data of Baishuihe Landslide in the Three Gorges Reservoir Area

图 5　三峡库区新铺滑坡位移监测数据

Fig.  5　Displacement Monitoring Data of Xinpu Landslide in the Three Gorges Reservoir Area

表 2　主控因子筛选结果

Table 2　Screening Results of Main Control Factors 

监测点

X-05
X-10

ZG-118

降雨

API、前 30 日平均降雨

API、前 30 日平均降雨

API、当月降雨

库水位

当日库水位、前 30 日平均库水位、前 45 日平均库水位、滞后 40 日库水位、滞后 65 日库水位

当日库水位、前 45 日平均库水位、滞后 60 日库水位、滞后 70 日库水位

当月库水位、前 2 个月库水位变化
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2.3　滑坡位移分解

本文首先利用 CEEMDAN 技术对监测点 X-

05、X-10 和 ZG-118 的累积位移进行分解，经过多

次实验，确定噪声的标准差为 0.2，噪声添加次数

为 500 次，最大迭代次数为 5 000 次。然后，将分

解产生的残差项定义为由滑坡内部因素驱动变

化的趋势项，各阶本征模态分量重构为反映外部

周期性驱动影响的周期项，从而得到 3 个监测点

的趋势项和周期项结果，具体如图 7 所示。可以

看出，趋势项位移呈现平滑单调递增特征，反映

了滑坡的长期蠕变规律；周期项位移则围绕趋势

项上下波动，呈现频率较低的周期性变化特征。

2.4　滑坡位移预测及结果分析

2.4.1　趋势项位移预测

本文利用二次指数平滑法对趋势项位移进行单

变量预测。经过多次优化，平滑因子 a与 b最终分别

确定为 0.98、0.99，其趋势项位移的预测结果如图 8
所示，二次指数平滑法在 3个监测点上均能准确跟

踪趋势项位移的总体上升走势，预测曲线与实测曲

线在各时段均保持较高的一致性，未出现明显偏离。

进一步量化评价如表 3所示，监测点 X-05、X-10和

ZG-118 的 RMSE 分 别 为 0.26 mm、0.71 mm 和

2.78 mm，R²均大于等于 0.99。其中，ZG-118 的绝

对误差（RMSE为 2.78 mm、MAE为 2.58 mm）相对

较大，主要归因于该点累积位移量级显著高于前两

者，但其 MAPE 仅为 0.13，表明相对误差仍处于较

低水平。综上，二次指数平滑法能够有效刻画趋势

项位移的长时期演化规律，具有较好的泛化能力。

图 7　X‐05、X‐10 和 ZG‐118 的趋势项和周期项结果

Fig.  7　Results of Trend and Periodic Terms for X‐05, X‐10 and ZG‐118

图 8　趋势项位移预测结果

Fig.  8　Prediction Results of Trend Term Displacement
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2.4.2　周期项位移预测

将基于特征筛选策略获取的主控因子作为

输入变量、周期项位移作为输出变量，按照 8∶1∶1
的比例划分训练集、验证集和测试集。在此基础

上 ，构 建 BITCN-BIGRU-Attention 模 型 ，采 用

GWO 算法对模型的学习率、BIGRU 模块的神经

元数目、卷积层的滤波器数量，以及 L2 正则化系

数进行全局优化，通过反复实验，设定 GWO 初始

种群规模为 30、最大迭代次数为 100 次，并以

RMSE 作为损失函数以提升训练效率。

周期项位移预测结果如图 9和表 4所示，可以

看出，本文模型在整个数据集上都能够准确捕捉周

期项位移变化趋势，其预测曲线与真实位移序列趋

势高度吻合，且未出现过拟合现象。具体而言，对

于新铺滑坡的逐日监测点 X-10，其测试集与真实值

拟合较好，其 R²和 RMSE 分别为 0.98和 0.79 mm，

监测点 X-05 同样表现出高精度。同时，对于白水

河滑坡逐月监测点 ZG-118，本文模型在测试集上

的 R²和 RMSE分别为 0.98和 4.44 mm，精度虽低于

日尺度结果，但在 RMSE上仍显著优于粒子群优化

算 法（particle swarm optimization， PSO）-ELM［8］

（R²=0.99，RMSE=7.62 mm）、GRU［23］（R²=0.98，
RMSE=12.30 mm）、奇异谱分析（singular spec‐
trum analysis， SSA） -PSO-SVR［52］（R² =0.99，
RMSE=17.80 mm）、CNN-GRU-Attention［53］（R²=
0.98，RMSE=17.25 mm）等方法。因此，前述结果

充分验证了本文方法的有效性，以及模型在不同滑

坡类型和时间尺度转换中的适用性。

2.5　累积位移预测结果分析

根据式（1），将滑坡周期项和趋势项的预测值

叠加，得到监测点 X-05、X-10 和 ZG-118 的累积位

移预测值，结果如图 10 所示。监测点 X-05、X-10
和 ZG-118的累积位移预测结果的 R2分别为 0.99、
1.00 和 0.99，RMSE 分别为 0.53 mm、1.03 mm 和

6.91 mm。结果表明，基于本文模型计算的预测

值与实测值吻合性较高，进一步验证了本文模型

在不同时间尺度库岸滑坡位移预测中的有效性。

2.6　对比实验与模型性能分析

为验证所构建模型在不同时间尺度下滑坡周

期项位移预测中的适用性，本文以新铺滑坡 X-05
（日尺度数据）和白水河滑坡 ZG-118 周期项位移

（月尺度数据）为例，采用 SVR 和 BPNN 两个静态

表 3　趋势项位移预测指标

Table 3　Displacement Prediction Index of Trend Term  

监测点

X-05
X-10

ZG-118

R²
1.00
1.00
0.99

RMSE/mm
0.26
0.71
2.78

MAE/mm
0.23
0.60
2.58

MAPE
4.39
5.21
0.13

表 4　周期项位移预测指标

Table 4　Displacement Prediction Index of Periodic Term  

监测点

X-05
X-10

ZG-118

训练集

R2

0.99
0.99
0.98

RMSE/
mm
0.49
0.71
3.41

MAE/
mm
0.35
0.55
3.22

MAPE

0.23
0.18
0.19

验证集

R2

0.98
0.99
0.99

RMSE/
mm
0.51
0.76
4.12

MAE/
mm
0.37
0.55
4.03

MAPE

0.69
0.16
0.21

测试集

R2

0.98
0.98
0.98

RMSE/
mm
0.48
0.79
4.44

MAE/
mm
0.37
0.58
4.31

MAPE

0.29
0.12
0.20

图 9　周期项位移预测结果

Fig.  9　Prediction Results of Periodic Term Displacement
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模型和 BITCN-Attention、BIGRU-Attention、BIT-

CN-BIGRU 3 个动态模型开展对比实验研究，均

基于 GWO 算法对模型超参数进行优化，统一设

置初始种群规模为 30，最大迭代次数为 100 次，并

以 RMSE 作为损失函数，输入特征采用本文筛选

的主控因子集和相同的数据划分方式，以确保公

平性。

表 5 和表 6 分别详细展示了各模型对新铺滑

坡 X-05 和白水河滑坡 ZG-118 周期项位移的预测

结果。可以看出，尽管 SVR 和 BPNN 在库岸滑

坡周期项位移研究中具有一定的预测性能，但与

动态模型相比，其预测结果与实际值存在一定偏

差。相比而言，动态模型（如 BITCN-BIGRU）通

过双向时序建模，将 X-05 的测试集 RMSE 优化

至 1.52 mm，验证了动态特征提取机制的有效

性，但其对于跨时空尺度的水文 -地质耦合效应

表征仍显不足，致使 ZG-118 的测试集 RMSE 为

5.96 mm。相比之下，本文模型在训练、验证和测

试阶段均表现最优。实验结果显示，在 X-05 日尺

度测试集上，基于本文方法获取的测试集 R²达到

0.98，较 动 态 模 型 BITCN-BIGRU 提 升 7.7%，

RMSE 降至 0.48 mm（降幅 68.4%），MAE 也仅为

0.37 mm（降幅 67.5%）；对于月尺度的监测点 ZG-

118 滑坡位移，本文模型同样具有较好的适用性。

综上，相比于现有方法，本文模型具有跨时间尺

度的性能优势，为库岸滑坡位移预测提供了新的

技术途径。

3　讨     论

3.1　消融实验结果分析

为验证考虑滞后衰减效应的特征筛选策略

对滑坡位移预测精度的有效性，本文设计两组消

融实验：第一组实验剔除了考虑降雨滞后衰减效

应的 API 特征，采用周期项位移数据进行实验

（表 7）；第二组实验以白水河滑坡 ZG-118 数据为

例，对比现有特征选择方法与本文提出的主控因

子筛选策略，具体结果如表 8 所示。

由表 7 可知，去除 API 特征后的模型预测精

度显著低于本文模型。以监测点 X-05 为例，在保

留其他特征的前提下，移除 API 特征后的模型性

能指标较本文方法均有所下降，其中，关键指标

图 10　X‐05、X‐10 和 ZG‐118 监测点累积位移预测结果

Fig.  10　Prediction Results of Cumulative Displacement for Monitoring Points X‐05, X‐10 and ZG‐118
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RMSE 相对降幅达 61.8%。该实验结果表明，融

入 API 特征能够有效表征降雨滞后衰减效应的

动态水文响应过程，显著增强模型对滑坡变形驱

动机制的解释能力，从而验证了本文所提主控因

子 筛 选 策 略 在 提 升 模 型 预 测 精 度 方 面 的 有

效性。

表 8 列出了现有研究利用不同模型得到的白

水河滑坡预测结果，其中，SSSC（soft screening 
stopping criterion）为软筛分停止准则，EMD（em‐
pirical mode decomposition）为经验模态分解，K-

Means 为 K 均值聚类，FOA（fruit fly optimization 
algorithm）为 果 蝇 优 化 算 法 ，LSSVM（least 
squares support vector machine）为最小二乘支持

向量机。由表 8 可知，文献［52］基于 GRA 和皮尔

逊相关系数来解析降雨-库水位时滞效应机制，并

考虑滑坡前期变形影响，构建了 SSA-PSO-SVR

模型，但预测精度低于本文模型。文献［23］和文

献［53］同样顾及上述影响因素的时滞效应，通过

GRA 筛 选 主 控 因 子 后 ，分 别 建 立 了 GRU 和

CNN-GRU-Attention 模型，虽较前者精度有所提

升，但由于单一 GRA 特征筛选方法难以捕捉多因

子间的非线性交互作用，导致其 RMSE 分别达

12.30 mm 和 17.25 mm。文献［32］虽然未充分考

虑诱发因素的滞后性，但通过融合 SSSC-EMD、

K-Means 和 FOA-LSSVM 等 多 算 法 ，获 得 了

RMSE 为 7.26 mm 的较优结果。相比之下，本文

模型充分顾及了降雨及库水位的滞后衰减作用，

构建了一种融合多种特征筛选算法的主控因子筛

选模型，并结合 BITCN-BIGRU-Attention 的优

势，最终在测试集上取得 RMSE 为 6.91 mm 的结

果，较现有最优模型［32］误差降低了 4.82%，具有更

好的适用性。

3.2　局限性分析

需要指出的是，本文所提模型在 ZG-118 监

测点月尺度预测中仍有提升空间，主要源于两方

面问题：（1）CEEMDAN 分解对高频噪声敏感，导

致出现趋势项分解的模态混叠效应，进而导致周

期性波动残留。（2）月尺度样本量仅 48 个月，其稀

疏性加剧噪声干扰，削弱了模型对阶跃期关键周

期特征的捕捉能力。此外，本文模型本身亦存在

局限性：（1）模型主要通过 API 等因子间接表征

表 5　X‐05对比实验评估结果

Table 5　Evaluation Results of Comparative Experiments for X‐05 

模型

本文模型

SVR
BPNN

BITCN-Attention
BIGRU-Attention
BITCN-BIGRU

训练集

R2

0.99
0.79
0.89
0.89
0.89
0.94

RMSE/
mm
0.49
2.61
1.87
1.90
1.84
1.36

MAE/
mm
0.35
2.09
1.69
1.53
1.42
1.05

MAPE

0.23
1.98
1.20
1.28
0.96
1.01

验证集

R2

0.98
0.84
0.88
0.80
0.90
0.92

RMSE/
mm
0.51
2.31
1.97
2.29
2.52
1.50

MAE/
mm
0.37
1.81
1.83
1.75
1.95
1.12

MAPE

0.69
1.41
0.73
0.88
2.32
0.54

测试集

R2

0.98
0.70
0.89
0.83
0.86
0.91

RMSE/
mm
0.48
2.47
1.78
1.75
1.85
1.52

MAE/
mm
0.37
2.00
1.58
2.50
1.43
1.14

MAPE

0.29
1.60
1.52
0.83
0.71
1.02

表 7　消融实验结果

Table 7　Results of Ablation Experiments 

监测点

X-05（去 API）
X-05

X-10（去 API）
X-10

ZG-118（去 API）
ZG-118

R2

0.94
0.99
0.98
0.99
0.84
0.98

MAE/mm
1.02
0.35
1.18
0.54

10.93
4.24

RMSE/mm
1.31
0.50
1.60
0.72

14.90
5.40

MAPE
1.08
0.29
0.34
0.17
0.66
0.19

表 6　ZG‐118对比实验评估结果

Table 6　Evaluation Results of Comparative Experiments for ZG‐118 

模型

本文模型

SVR
BPNN

BITCN-Attention
BIGRU-Attention
BITCN-BIGRU

训练集

R2

0.98
0.91
0.87
0.97
0.94
0.88

RMSE/
mm
3.72

11.21
13.81

7.15
8.58

12.28

MAE/
mm
3.41
8.44

12.25
5.23
6.14
8.78

MAPE

0.19
0.51
0.38
0.24
0.35
0.44

验证集

R2

0.99
0.96
0.82
0.93
0.98
0.93

RMSE/
mm
4.12
7.41

18.27
2.90
4.84

11.38

MAE/
mm
4.03
6.23

17.25
2.63
4.35
9.25

MAPE

0.21
0.16
0.62
0.26
0.13
0.64

测试集

R2

0.98
0.72
0.53
0.72
0.96
0.97

RMSE/
mm
4.44

19.00
18.90

8.45
10.14

5.96

MAE/
mm
4.31

11.01
15.92

7.41
8.01
5.03

MAPE

0.20
0.47
1.62
0.35
0.19
0.13
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水文作用，未显式引入岩土体本构方程，对变形

内在物理过程（如孔隙水压力传递、有效应力变

化）的刻画深度有限，可能影响模型在极端工况

或地质条件显著差异区域的物理可解释性和外

推能力；（2）模型性能依赖于监测点数据的质量

和连续性，在传感器布设稀疏或监测历史较短区

域的适用性受限。

针对数据噪声、样本稀疏及模型物理机制表

征不足的问题，后续研究将采取以下优化路径：首

先，优化信号分解与去噪流程，如采用多元 EMD
结合小波去噪与卡尔曼滤波技术。然后，融合合

成孔径雷达干涉测量形变监测等遥感数据，并改

进模型训练策略，即通过设计多目标损失函数平

衡误差类型影响，以及利用日尺度数据进行预训

练，并通过领域自适应迁移至月尺度数据以缓解

样本稀疏问题。最后，进一步基于岩土体本构方

程，深入探索影响因子对库岸滑坡变形的内在响

应机制，将渗流模型等物理约束嵌入深度学习框

架，增强模型预测结果的物理可解释性，推动物理-

数据双驱动库岸滑坡位移预测研究取得进展。

4　结     语

本文针对现有研究未充分顾及降雨 -库水位

滞后衰减效应及跨尺度模型适用性不足的问题，

构建了一种新的库岸滑坡位移动态预测模型，通

过在三峡库区不同时间尺度的新铺滑坡和白水

河滑坡实测数据开展对比测试，验证了本文模型

的有效性。主要结论如下：

1）针对库岸滑坡位移的滞后衰减效应，本文

引入考虑降雨后土壤水分的动态消耗过程的 API

作为滑坡降雨关键特征，并将其应用于不同时间

尺度滑坡位移预测研究中。结果表明，相比于未

引入 API 降雨特征的模型，基于本文模型在监测

点 ZG-118 和 X-05、X-10 周 期 项 位 移 预 测 中 ，

RMSE 分别为 5.40 mm、0.50 mm 和 0.72 mm，精

度分别提高了 63.8% 和 61.8%、55.0%。

2）针对单一特征筛选方法的局限性，本文融合

过滤式、嵌入式和包裹式方法的优势，提出一种

RFECV-XGBoost-CART-MIC 的因子筛选策略。

实验结果表明，该策略能有效识别降雨-库水位滞

后耦合作用中的主控因子，同时剔除消极及冗余特

征，在降低输入模型维度的同时提高了预测精度。

3）与现有模型专注于滑坡位移序贯特性不

同，本文采用 BITCN 提取高维动态空间特征，并

结合 BIGRU 有效捕捉历史数据中的时间相关

性。此外，引入注意力模块提取数据多变量耦合

复杂特征，有效解决了现有模型易出现过拟合的

问题。以日尺度 X-10 监测点和月尺度 ZG-118 监

测点周期项测试集为例，其 R2、RMSE 分别为

0.98、0.79 mm 和 0.98、4.44 mm，预测精度较高，

表明本文模型能够准确捕捉并学习不同时间尺

度库岸滑坡位移的长期动态演化特征，可有效提

高库岸滑坡位移的预测精度。
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